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Tóm tắt - Bảo trì dự đoán là một hướng đi mới nhằm đảm bảo 

hiệu quả hoạt động của hệ thống sản xuất. Đối với bảo trì dự đoán, 

giám sát tình trạng hư hỏng của thiết bị có vai trò quan trọng trong 

lập kế hoạch bảo trì thiết bị. Tuy nhiên, các cảm biến dùng để 

giám sát tình trạng thiết bị cũng hư hỏng theo thời gian. Khi cảm 

biến hư hỏng, nó cung cấp thông tin sai lệch về mức độ hư hỏng 

và dự đoán tuổi thọ của thiết bị. Hậu quả là nó dẫn đến ra quyết 

định bảo trì không chính xác. Để giải quyết vấn đề này, Particle 

filter được ứng dụng để ước lượng tình trạng hư hỏng và dự đoán 

tuổi thọ dựa vào dữ liệu được đo bởi cảm biến. Phương pháp này 

hoạt động như một bộ lọc Bayesian, sử dụng lý thuyết Bayesian 

để ước lượng trạng thái hệ thống. Một số ví dụ được thực hiện để 

chứng minh tính hiệu quả của phương pháp này. Kết quả cho thấy 

Particle filter nâng cao đáng kể tính chính xác của ước lượng trạng 

thái của hệ thống. 

 Abstract - Predictive maintenance is a promising maintenance 

approach for guaranteeing the system performances. In predictive 

maintenance, condition monitoring plays an important role since it 

indicates current degradation state of the system, which supports life 

time prognosis and maintenance decision making. However, the 

condition monitoring device also deteriorates with time and usage. The 

degradation of condition monitoring device leads to inaccurate system 

condition monitoring data and lifetime prognosis. This consequently 

leads to non-appreciate maintenance decision making. To address this 

issue, this paper applies Particle filter for estimating the degradation 

level and predicting Remaining useful life (RUL) of the system based 

on observed information. This method operates as a Bayesian filter, 

employing Bayesian theory for state estimation. Several examples are 

conducted to show the feasibility and effectiveness of the proposed 

method. The obtain result show that Particle filter can increase the 

accuracy of system state estimation significantly. 

Từ khóa - Giám sát tình trạng máy; bảo trì dự đoán; dự đoán tuổi 

thọ; hư hỏng cảm biến; particle filter 

 Key words - Condition monitoring; predictive maintenance; 

lifetime prognosis; sensor degradation; particle filter 

1. Đặt vấn đề 

Thiết bị sản xuất dần xuống cấp và hư hỏng theo thời 

gian sử dụng. Sự hư hỏng của thiết bị có thể gây ra những 

thiệt hại lớn về kinh tế, thậm chí làm mất an toàn lao động. 

Do đó, bảo trì đóng vai trò quan trọng trong đảm bảo hệ 

thống sản xuất có độ tin cậy, khả năng sẵn sàng và năng suất 

cao. Những năm gần đây, các nhà nghiên cứu đã đề xuất 

nhiều chính sách bảo trì khác nhau, trong đó bảo trì dự đoán 

(Predictive maintenance – PdM) là nổi bật hơn cả [1-2]. PdM 

thực hiện kiểm tra mức độ hư hỏng hiện tại của thiết bị, dựa 

trên đó tiến hành dự đoán thời điểm hư hỏng xảy ra. Do đó, 

PdM giúp lập kế hoạch bảo trì đúng thời điểm, chỉ ngay 

trước khi hư hỏng xảy ra. Kết quả là nó có thể giảm chi phí 

bảo trì cũng như thời gian dừng máy. PdM bao gồm 3 quá 

trình: (1) kiểm tra tình trạng thiết bị, (2) mô hình hoá quá 

trình hư hỏng và dự đoán tuổi thọ, và (3) lập kế hoạch bảo 

trì [3-4]. Tình trạng hư hỏng của thiết bị có thể quan sát được 

thông qua hoạt động kiểm tra các chỉ số như dao động máy, 

nhiệt độ, độ mòn, hiệu suất, v.v. Ngày nay, các máy móc 

hiện đại thường được trang bị các cảm biến để giám sát tình 

trạng hư hỏng của thiết bị theo thời gian thực. 

Tuy nhiên, cũng giống như thiết bị chính, cảm biến cũng 

bị hư hỏng dần theo thời gian sử dụng [5]. Sự hư hỏng của 

 
1 The University of Danang – University of Science and Technology, Vietnam (Dinh Duc Hanh, Tao Quang Bang) 

cảm biến dẫn đến thông tin không chính xác về tình trạng 

hư hỏng của thiết bị chính. Do đó, việc lập kế hoạch bảo trì 

cho thiết bị dựa hoàn toàn vào những thông tin do cảm biến 

cung cấp sẽ không chính xác. Tuy nhiên, hiện tại có rất ít 

nghiên cứu về ước lượng mức độ hư hỏng của thiết bị có xét 

đến sự hư hỏng của cảm biến. Gần đây, Liu và cộng sự xét 

đến sự hư hỏng của cảm biến trong mô hình hoá quá trình 

hư hỏng của thiết bị [6]. Các tác giả áp dụng Kalman filter 

để ước lượng mức độ hư hỏng của thiết bị chính và của cảm 

biến dựa trên dữ liệu đo bởi cảm biến. Biết rằng dữ liệu đo 

bởi cảm biến bị nhiễu bởi sự hư hỏng của bản thân cảm biến. 

Lưu ý rằng, khi hệ thống là tuyến tính và nhiễu có kiểu phân 

bố chuẩn thì Kalman filter là phương pháp tối ưu để ước 

lượng trạng thái của hệ thống. Tuy nhiên, Kalman filter chỉ 

có thể áp dụng khi mô hình trạng thái là tuyến tính và nhiễu 

có kiểu phân bố chuẩn [6]. Khác với Kalman filter, Particle 

filter có khả năng ứng dụng rộng hơn. Particle filter có thể 

áp dụng để ước lượng trạng thái của hệ thống trong cả 

trường hợp mô hình trạng thái là tuyến tính hoặc không 

tuyến tính, và nhiễu có thể có bất kỳ kiểu phân bố nào [7-

8]. Nghiên cứu về ứng dụng Particle filter để ước lượng mức 

độ hư hỏng và dự đoán tuổi thọ thiết bị khi mà tình trạng 

thiết bị được giám sát bởi một cảm biến cũng bị hư hỏng 

theo thời gian vẫn còn hạn chế. Do đó, trong nghiên cứu 
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này, nhóm tác giả áp dụng Particle filter để ước lượng trạng 

thái hư hỏng của thiết bị chính, có xét đến sự hư hỏng của 

cảm biến giám sát tình trạng. 

2. Mô hình hoá quá trình hư hỏng và ước lượng trạng 

thái của hệ thống 

Đối tượng nghiên cứu là thiết bị trải qua quá trình hư 

hỏng dần dần và liên tục, quá trình hư hỏng này có thể dẫn 

đến những sự cố hư hỏng đột ngột. Quá trình hư hỏng này 

có thể là quá trình mài mòn cơ học, ăn mòn hoá học, hay là 

quá trình phát triển của vết nứt, v.v. [9]. Quá trình hư hỏng 

của thiết bị phát triển một cách liên tục và ngẫu nhiên. Do 

đó, mức độ hư hỏng của thiết bị theo thời gian được biểu 

diễn thông qua biến ngẫu nhiên 𝑋(𝑡). Thiết bị được xem là 

hư hỏng khi mức độ hư hỏng vượt ngưỡng hư hỏng (ký 

hiệu là L), tức là 𝑋(𝑡) > 𝐿. Thời điểm mức độ hư hỏng 

vượt ngưỡng hư hỏng được gọi là thời điểm hư hỏng, ký 

hiệu là 𝑇𝑓. 

2.1. Mô hình hoá quá trình hư hỏng của thiết bị 

Có nhiều mô hình đã được đề xuất để mô hình hoá quá 

trình hư hỏng của thiết bị, như là mô hình chuỗi Markov [9], 

mô hình gama [10], và mô hình Wiener [11]. Trong đó, mô 

hình Wiener là phổ biến hơn cả. Mô hình Wiener mô tả quá 

trình hư hỏng không đơn điệu, với nhiễu có kiểu phân bố 

chuẩn Gaussian. Mô hình này phù hợp để mô tả quá trình hư 

hỏng mà tình trạng hư hỏng được kiểm tra bởi các cảm biến 

có nhiễu. Mô hình Wiener đã được áp dụng rất phổ biến cả 

trong nghiên cứu và thực tiễn [12]. Theo đó, quá trình hư 

hỏng theo thời gian của thiết bị 𝑋(𝑡) được mô tả như sau: 

𝑋(𝑡) = 𝑥𝑜 + 𝜇. 𝑡 + 𝜎. 𝐵(𝑡)    (1) 

Trong đó, 𝑥𝑜 là mức độ hư hỏng tại thời điểm 𝑡 = 0; 

𝜇 và 𝜎 là tốc độ và độ biến động của quá trình hư hỏng. Giả 

sử rằng, giá trị của 𝜇 và 𝜎 là biết trước. Trong thực tế, giá 

trị của 𝜇 và 𝜎 có thể được ước lượng từ dữ liệu quá trình 

hư hỏng của thiết bị trong quá khứ bằng các phương pháp 

như: ước lượng hợp lý tối đa, bình phương tối thiểu, v.v. 

[13]; 𝐵(𝑡) là chuyển động Brownian chuẩn, 𝐵(𝑡) tuân theo 

phân bố chuẩn với kỳ vọng bằng không và phương sai bằng 

𝑡, tức là 𝐵(𝑡)~𝑁(0, 𝑡). Hình 1 minh hoạ quá trình hư hỏng 

của thiết bị với các tham số 𝑥𝑜 = 2,5;  𝜇 = 1,5 và 𝜎 = 1,2. 

Do đó, mức độ hư hỏng của thiết bị, 𝑋(𝑡) tuân theo 

phân bố chuẩn với kỳ vọng 𝑥𝑜 + 𝜇. 𝑡 và phương sai 𝜎2𝑡. 

Hàm mật độ xác suất của 𝑋(𝑡) như sau: 

𝑓(𝑥) =
1

𝜎√2𝜋𝑡
exp (−

1

2
(

𝑥−(𝑥𝑜+𝜇.𝑡)

𝜎√𝑡
)

2

)  (2) 

Thời điểm hư hỏng xảy ra, tức là thời điểm mà mức độ 

hư hỏng vượt ngưỡng hư hỏng được xác định bởi: 

𝑇𝑓 = inf{𝑡: 𝑋(𝑡) ≥ 𝐿|𝑥𝑜 ≤ 𝐿}    (3) 

𝑇𝑓 tuân theo phân bố chuẩn nghịch đảo (inverse Gaussian 

distribution), với hàm mật độ xác suất (pdf) và hàm phân 

phối xác suất tích luỹ (cdf) được cho bởi: 

𝑓𝑇(𝑡) =
𝐿−𝑥𝑜

√2𝜋𝜎2.𝑡3
exp (−

(𝐿−(𝑥𝑜+𝜇𝑡)2

2𝜎2𝑡
)  (4) 

𝐹𝑇(𝑡) = 1 − Φ (
𝐿−𝜇𝑡

𝜎√𝑡
) + exp (

2.𝜇.𝐿

𝜎2 ) Φ (
−𝐿−𝜇𝑡

𝜎√𝑡
)  (5) 

Mức độ hư hỏng của thiết bị được định kỳ giám sát bởi 

một cảm biến tại 𝑡𝑘 = 𝑘. ∆𝑇 (𝑘 = 1, 2, . . . ), ∆𝑇 được gọi là 

chu kỳ giám sát. Tuy nhiên, do những yếu tố về môi trường, 

cũng như quá trình hoạt động, cảm biến cũng bị hư hỏng 

theo thời gian. Do đó, giá trị đo được bởi cảm biến có sai 

số. Trong mục tiếp theo, bài báo sẽ trình bày mô hình hoá 

quá trình hư hỏng của cảm biến, ảnh hưởng của nó đến độ 

chính xác của dữ liệu đo và kỹ thuật ước lượng mức độ hư 

hỏng của thiết bị dựa trên dữ liệu đo bởi cảm biến. 

 

Hình 1. Quá trình hư hỏng của thiết bị [2] 

2.2. Mô hình hoá quá trình hư hỏng của cảm biến và ảnh 

hưởng của nó 

Mức độ hư hỏng của thiết bị được giám sát bởi một cảm 

biến. Lưu ý rằng, trong nghiên cứu này chỉ xét trường hợp 

chỉ dùng một cảm biến để giám sát mức độ hư hỏng của 

thiết bị. Trong trường hợp sử dụng nhiều cảm biến, cần 

phải xây dựng chỉ số tổng hợp biểu diễn mức độ hư hỏng 

của thiết bị dựa trên dữ liệu đo từ các cảm biến. Bạn đọc 

quan tâm đến trường hợp sử dụng nhiều cảm biến có thể 

tìm hiểu trong nghiên cứu [15]. 

Trong quá trình hoạt động, cảm biến cũng dần hư hỏng 

theo thời gian. Mức độ hư hỏng của cảm biến được xác 

định bởi sai số của dữ liệu đo, tức là sự sai khác giữa giá 

trị cho bởi cảm biến và mức độ hư hỏng thực tế của thiết 

bị. Tương tự thiết bị chính, quá trình hư hỏng của cảm biến 

cũng được mô hình hoá bởi mô hình Wiener. 

𝑆(𝑡) = 𝑠𝑜 + 𝜂. 𝑡 + 𝜁. 𝐵(𝑡)   (6) 

Trong đó, 𝑆(𝑡) là mức độ hư hỏng của cảm biến tại thời 

điểm 𝑡; 𝜂 và 𝜁 là tốc độ và độ biến động của quá trình hư 

hỏng. Tương tự, 𝜂 và 𝜁 có thể được xác định dựa vào dữ 

liệu hư hỏng trong quá khứ của cảm biến. Giữ liệu hư hỏng 

của cảm biến có thể được xác định bằng cách so sánh với 

một cảm biến hoàn toàn mới, hoặc một thiết bị chuẩn mà 

biết rõ mức độ hư hỏng. Dựa trên dữ liệu hư hỏng trong 

quá khứ, giá trị của 𝜂 và 𝜁 có thể ước lượng được bằng 

nhiều phương pháp như: ước lượng hợp lý tối đa, bình 

phương tối thiểu, v.v. Chi tiết về phương pháp ước lượng 

giá trị các tham số này có thể tham khảo trong [14]. 

Gọi 𝑌(𝑡), 𝑡 ≥ 0 là dữ liệu được chỉ thị bởi cảm biến tại 

thời điểm 𝑡. 𝑌(𝑡) là sự kết hợp của 3 yếu tố: (1) mức độ hư 

hỏng của thiết bị, (2) mức độ hư hỏng của bản thân cảm 

biến và (3) nhiễu do môi trường. Tổng hợp ảnh hưởng sự 

hư hỏng của thiết bị và cảm biến, dữ liệu đo bởi cảm biến 

được xác định bởi: 

𝑌(𝑡) = 𝑋(𝑡) + 𝑆(𝑡) + 𝜀(𝑡)    (7) 

Trong đó, 𝜀(𝑡) là nhiễu do sự thay đổi của môi trường. 

𝜀(𝑡) tuân theo phân bố chuẩn với kỳ vọng bằng không và 

phương sai 𝜐2, tức là 𝜀(𝑡)~𝑁(0, 𝜐2). Hình 2 biểu diễn dữ 
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liệu đo bởi cảm biến, mức độ hư hỏng thực tế của thiết bị 

và cảm biến. Nó cho thấy, giá trị hiển thị bởi cảm biến khác 

so với mức độ hư hỏng thực tế của thiết bị. Ở mục tiếp theo, 

Particle filter được sử dụng để ước lượng mức độ hư hỏng 

của thiết bị dựa trên dữ liệu đo bởi cảm biến. 

 

Hình 2. Minh hoạ sự sai khác dữ liệu đo bởi cảm biến và  

mức độ hư hỏng thực tế của thiết bị. 

2.3. Ứng dụng Particle filter để ước lượng mức độ hư 

hỏng và dự đoán tuổi thọ của thiết bị 

Dữ liệu đo được bởi cảm biến là tổng hợp của 3 yếu tố: 

(1) mức độ hư hỏng của thiết bị, (2) mức độ hư hỏng của 

cảm biến và (3) nhiễu của quá trình đo. Do đó, cần ước 

lượng mức độ hư hỏng của thiết bị dựa trên dữ liệu đo của 

cảm biến. Với mục đích này, Particle filter được áp dụng. 

Particle filter là một bộ lọc Bayesian, tức là trạng thái của 

hệ thống được ước lượng sử dụng lý thuyết Bayesian. Nó 

cho phép ước lượng một trạng thái bằng cách kết một mô 

hình thống kê cho một phép đo với xác suất của trạng thái 

trước đó nhờ sử dụng lý thuyết Bayesian. 

2.3.1. Particle filter để ước lượng mức độ hư hỏng của thiết bị 

Về cơ bản, Particle filter gồm 3 bước như sau. 

• Bước 1 - Xác định mô hình trạng thái 

Gọi 𝑠𝑘 = 𝑆(𝑡𝑘) and 𝑥𝑘 = 𝑋(𝑡𝑘) là mức độ hư hỏng  

của cảm biến và của thiết bị tại thời điểm 𝑡𝑘. Gọi, 

𝑋1:𝑘 = {𝑥1, 𝑥2, … , 𝑥𝑘} và 𝑆1:𝑘 = {𝑠1, 𝑠2, … , 𝑠𝑘} là tập hợp 

dữ liệu mức độ hư hỏng của thiết bị và cảm biến tới thời 

điểm 𝑡𝑘. Mức độ hư hỏng thực tế của thiết bị bị ảnh hưởng 

bởi sự hư hỏng của cảm biến và nhiễu của phép đo, và nó 

có thể được ước lượng dựa vào dữ liệu đo được bởi cảm 

biến tới thời điểm 𝑡𝑘, 𝑌1:𝑘 = {𝑦1, 𝑦2, … , 𝑦𝑘}. Mô hình 

không gian trạng thái được xác định bởi: 

{

𝑥𝑘 = 𝑥𝑘−1 + 𝜇(𝑡𝑘 − 𝑡𝑘−1) + 𝑢𝑘

𝑠𝑘 = 𝑠𝑘−1 + 𝜂(𝑡𝑘 − 𝑡𝑘−1) + 𝑣𝑘

𝑦𝑘 = 𝑥𝑘 + 𝑠𝑘 + 𝜀𝑘 
   (8) 

Trong đó, 𝑢𝑘 = 𝜎[𝐵(𝑘) − 𝐵(𝑘 − 1)] và 

𝑣𝑘 = 𝜁[𝐵(𝑘) − 𝐵(𝑘 − 1)]. {𝑢𝑘 , 𝑘 ≥ 0}, {𝑣𝑘 , 𝑘 ≥ 0}, 

{𝜀𝑘, 𝑘 ≥ 0} tuân theo phân bố chuẩn, tức là 

𝑢𝑘~𝑁(0, 𝜎2(𝑡𝑘 − 𝑡𝑘−1)), 𝑣𝑘~𝑁(0, 𝜁2(𝑡𝑘 − 𝑡𝑘−1)), và 

𝜀𝑘~𝑁(0, 𝜐2). 

Để áp dụng Particle filter, mô hình không gian trạng 

thái được viết lại như sau: 

{
𝑧𝑘 = 𝐴. 𝑧𝑘−1 + 𝐵𝑘 + 𝑤𝑘

𝑦𝑘 = 𝐻. 𝑧𝑘 + 𝜀𝑘 
    (9) 

Trong đó, 𝑧𝑘 = [
𝑥𝑘

𝑠𝑘
], 𝐴 = [

1 0
0 1

], 

𝐵𝑘 = [
𝜇(𝑡𝑘 − 𝑡𝑘−1)

𝜂(𝑡𝑘 − 𝑡𝑘−1)
], 𝐻 = [1 1], 𝑤𝑘~𝑁(0, 𝑄𝑘), với 

𝑄𝑘 = [
𝜎2(𝑡𝑘 − 𝑡𝑘−1) 0

0 𝜁2(𝑡𝑘 − 𝑡𝑘−1)
]. 

• Bước 2 - Dự đoán 

Ở bước này, mô hình trạng thái biểu diễn sự thay đổi 

của trạng thái của hệ thống được kết hợp với phân bố xác 

suất tiền nghiệm ở bước trước đó, 𝑝(𝑧𝑘−1|𝑦1:𝑘−1). Áp dụng 

phương trình Chapman-Kolmogorov, trạng thái tiền 

nghiệm, tức là dự đoán tốt nhất tại thời điểm k dựa trên dữ 

liệu đo được cập nhật đến thời điểm 𝑘 − 1, ký hiệu là 

𝑝(𝑧𝑘|𝑦1:𝑘−1), được ước lượng dựa trên phân bố xác suất 
của trạng thái trước đó 𝑝(𝑧𝑘−1|𝑦1:𝑘−1). 

𝑝(𝑧𝑘|𝑦1:𝑘−1) = ∫ 𝑝(𝑧𝑘|𝑧𝑘−1). 𝑝(𝑧𝑘−1|𝑦1:𝑘−1)𝑑𝑧𝑘−1 (10) 

• Bước 3 – Cập nhật 

Ở bước này, lý thuyết Bayesian được áp dụng, sử dụng 

dữ liệu đo được cập nhật đến thời điểm k, 𝑦𝑘  để ước lượng 

trạng thái hệ thống. Ước lượng trước đó trong Công thức 

(11) được cập nhật bởi 𝑝(𝑧𝑘|𝑦1:𝑘) với giá trị đo được 𝑦𝑘 tại 

thời điểm k. 

𝑝(𝑧𝑘|𝑦1:𝑘) =
𝑝(𝑦𝑘|𝑧𝑘).𝑝(𝑧𝑘|𝑦1:𝑘−1)

𝑝(𝑦𝑘|𝑦1:𝑘−1)
   (11) 

𝑝(𝑧𝑘|𝑦1:𝑘) biểu diễn xác suất có điều kiện của trạng thái 

của hệ thống khi biết 𝑝(𝑧𝑘|𝑦1:𝑘−1). 𝑝(𝑦𝑘|𝑦1:𝑘−1) là xác 

suất có điều kiện của phép đo. 

𝑝(𝑦𝑘|𝑦1:𝑘−1) = ∫ 𝑝(𝑦𝑘|𝑧𝑘). 𝑝(𝑧𝑘|𝑦1:𝑘−1)𝑑𝑧𝑘    (12) 

Các bước dự đoán và cập nhật được thực hiện đệ quy 

để ước lượng trạng thái của hệ thống. 

Phương trình (10) và (12) chỉ có thể được giải nếu đáp 

ứng những điều kiện như là mô hình tuyến tính với nhiễu 

có kiểu phân bố chuẩn. Tuy nhiên, Particle filter xấp xỉ hàm 

mật độ xác suất bằng một hàm mật độ xác suất rời rạc, do 

đó nó cho phép áp dụng cho nhiều dạng mô hình. Điều này 

có thể đạt được bằng cách sử dụng một tập hợp các mẫu 

ngẫu nhiên có trọng số tương ứng để biểu diễn hàm mật độ 

xác suất. Chi tiết như sau: 

𝑁𝑠 particle được tạo với trạng thái ban đầu 𝑧0. Trong 

mỗi vòng lặp các particle đại diện cho trạng thái hiện tại, 

ký hiệu là 𝑧𝑘|𝑘−1
𝑖 , 𝑖 = 1, 2, … , 𝑁𝑠 được xác định bằng cách 

sử dụng công thức (9) với trọng số của particle được cập 

nhật bởi: 

𝑤𝑘 = 𝑤𝑘−1
𝑝(𝑦𝑘|𝑧𝑘).𝑝(𝑧𝑘|𝑧𝑘−1)

𝑞(𝑧𝑘|𝑧𝑘−1,𝑦𝑘)
   (13) 

Trong đó, 𝑞(𝑧𝑘|𝑧0:𝑘−1, 𝑦1:𝑘) là hàm mật độ quan trọng. 

Thông thường, hàm này có thể lấy là 𝑝(𝑧𝑘|𝑧𝑘−1); 𝑝(𝑦𝑘|𝑧𝑘) 

là hàm mật độ dự đoán trạng thái hiện tại. Hàm mật độ 

trạng thái tiếp theo 𝑝(𝑧𝑘|𝑦1:𝑘) được xấp xỉ bởi các particle 

với hàm khối xác suất rời rạc trong công thức (14) với các 

particles có trọng số 𝑤̃𝑘
𝑖 =

𝑤𝑘
𝑖

∑ 𝑤𝑘
𝑗𝑁𝑠

𝑗=1

. 

𝑝(𝑧𝑘|𝑦1:𝑘) = ∑ 𝑤̃𝑘
𝑖 𝛿(𝑧𝑘 − 𝑧𝑘

𝑖 )
𝑁𝑠
𝑖=1    (14) 

{𝑤𝑘
𝑖 , 𝑧𝑘

𝑖  }
𝑖=1

𝑁𝑠
 là tập hợp 𝑁𝑠 mẫu và trọng số tương ứng. Mỗi 

mẫu 𝑧𝑘
𝑖  đại diện cho khả năng xuất hiện của một trạng thái. 

Trọng số 𝑤𝑘
𝑖  thể hiện mức độ quan trọng của particle đó 
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trong tổng 𝑁𝑠 mẫu 𝑧𝑘
𝑖  và ∑ 𝑤𝑘

𝑖𝑁𝑠
𝑖=1 = 1. Mẫu có trọng số lớn 

được hiểu là gần trạng thái thực của hệ thống hơn những 

biến có trọng số thấp. 𝛿(. ) là hàm delta Diract. Hàm delta 

Diract 𝛿(𝑥) nhận giá trị bằng không tại mọi điểm khác 𝑥. 

Bằng cách tăng số lượng particle lên, phương pháp ước 

lượng này có thể tiệm cận nghiệm chính xác. Khi đó, ước 

lượng trạng thái của hệ thống được xấp xỉ bởi: 

𝑧̂𝑘 = ∫ 𝑧𝑘 . 𝑝(𝑧𝑘|𝑦1:𝑘)𝑑𝑧𝑘 

  =
1

𝑁𝑠
. ∑ ∫ 𝑧𝑘 .

𝑁𝑠
𝑘=1 𝛿(𝑧𝑘). 𝑑𝑧𝑘 =

1

𝑁𝑠
∑ 𝑧̂𝑘

𝑖𝑁𝑠
𝑘=1   (15) 

2.3.2. Dự đoán tuổi thọ của thiết bị 

Sử dụng ước lượng trạng thái hiện tại, và cập nhật các 

tham số của mô hình hư hỏng của thiết bị, trạng thái trong 

tương lai của thiết bị được dự đoán bằng phương trình tích 

phân đệ quy sau: 

𝑝(𝑧𝑘+𝑝|𝑦1:𝑘) = ∫ 𝑝(𝑧𝑘|𝑦0:𝑘) ∏ 𝑝(𝑧𝑗|𝑥𝑘−1)

𝑘+𝑝

𝑗=𝑘+1

𝑑𝑥𝑘:𝑘+𝑝−1 

= ∑ 𝑤𝑘+𝑝−1
𝑖 . 𝑝(𝑧𝑘+𝑝|𝑧𝑘+𝑝−1)

𝑁𝑠
𝑖=1  (16) 

Thời điểm hư hỏng của thiết bị (RUL) được ước lượng bởi: 

𝑝(𝑅𝑈𝐿|𝑦1:𝑘) = ∑ 𝑤̃𝑘
𝑖 𝛿(𝑅𝑈𝐿 − 𝑅𝑈𝐿𝑖)

𝑁𝑠
𝑖=1    (17) 

3. Kết quả nghiên cứu 

Trong mục này, một ví dụ áp dụng để chứng minh tính 

hiệu quả và khả năng áp dụng của Particle filter trong ước 

lượng trạng thái hư hỏng và dự đoán tuổi thọ của thiết bị. 

Hệ thống có các tham số được cho trong Bảng 1. 

Bảng 1. Tham số của hệ thống 

Tham số 𝜇 𝜎2 𝜐2 L 𝜂 𝜁 

Giá trị 1,2 1,0 2 70 0,3 0,4 

Hình 4 biểu diễn ứng dụng Particle filter trong ước 

lượng mức độ hư hỏng của thiết bị với giá trị các tham số 

của mô hình được cho trong Bảng 1. 

 

Hình 4. Ứng dụng Particle filter trong ước lượng mức độ  

hư hỏng của thiết bị 

Kết quả cho thấy, Particle filter đã giúp cung cấp chính 

xác hơn thông tin mức độ hư hỏng của thiết bị. 

Để đánh giá chính xác hơn hiệu quả của việc sử dụng 

Particle filter trong ước lượng trạng thái hư hỏng của thiết 

bị, thông số Sai số ước lượng trung bình (RMSE - Root 

Mean Square Error) được dùng để đánh giá. Trong đó, 

RMSE được xác định như sau: 

𝑅𝑀𝑆𝐸 = √∑
(𝑥𝑘|𝑘−𝑥𝑘)

2

𝑁
    (18) 

Trong đó, 𝑥𝑘 là mức độ hư hỏng thực tế và 𝑥̂𝑘|𝑘 là mức 

độ hư hỏng ước lượng được bởi Particle filter tại thời điểm 

𝑡𝑘, N là tổng số lần mô phỏng (N=2000 trong ví dụ này). 

Hình 5 biểu diễn sai số ước lượng trung bình khi sử dụng 

Particle filter để ước lượng trạng thái hư hỏng thiết bị. Kết 

quả cho thấy, particle filter có giúp ước lượng trạng thái hư 

hỏng của thiết bị gần với giá trị thực tế. 

 

Hình 5. Sai số ước lượng trung bình của Particle filter 

Hình 6 biểu diễn hàm mật độ xác suất của tuổi thọ của 

thiết bị dựa trên giá trị ước lượng được bởi Particle filter. 

Kết quả cho thấy, giá trị dự đoán tuổi thọ của thiết bị dựa 

trên dữ liệu ước lượng bởi Particle filter cho kết quả gần 

đúng với giá trị dự đoán dựa trên mức độ hư hỏng thực tế. 

 

Hình 6. Dự đoán tuổi thọ của thiết bị 

4. Kết luận 

Nghiên cứu này trình bày ứng dụng của Particle filter 

trong ước lượng mức độ hư hỏng và dự đoán tuổi thọ của 

thiết bị biết rằng thông tin về mức độ hư hỏng của thiết bị 

được giám sát bởi một cảm biến cũng bị hư hỏng. Kết quả 

cho thấy, Particle filter đã giúp cung cấp chính xác hơn 

thông tin mức độ hư hỏng của thiết bị. Mặc dù, Particle 

filter đã giúp nâng cao độ chính xác của dữ liệu giám sát 

mức độ hư hỏng của thiết bị, tuy nhiên vì Particle filter ước 

lượng giá trị kỳ vọng của mức độ hư hỏng của thiết bị dựa 

trên dữ liệu có chứa nhiễu, do đó sự sai khác giữa giá trị 

ước lượng được bởi Particle filter và giá trị thực là điều 

không thể tránh khỏi. Vì vậy, ra quyết định bảo trì dựa hoàn 

toàn vào giá trị hư hỏng ước lượng được bởi Particle filter 

có thể không chính xác. Nghiên cứu tiếp theo của nhóm tác 

giả sẽ xây dựng chính sách bảo trì để hạn chế ảnh hưởng 

của sai số ước lượng này. 
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PHỤ LỤC 

Ứng dụng particle filter ước lượng trạng thái hệ thống khi quá trình 

hư hỏng của thiết bị và cảm biến tuân theo gamma process 

Gamma process là một quá trình ngẫu nhiên đơn điệu tăng với mức 

tăng độc lập và không âm tuân theo phân bố gamma. Gamma process 
thường được dùng để mô tả quá trình hư hỏng gây ra bởi quá trình mài 

mòn, ăn mòn, v.v. 

Giả sử quá trình hư hỏng của thiết bị tuân theo gamma process, mức 

độ hư hỏng của thiết bị tại thời điểm 𝑡, 𝑡 > 𝑠 > 0 được biểu diễn như sau: 

𝑋(𝑡) = 𝑋(𝑠) + ∆𝑋(𝑡 − 𝑠)          (A.1) 

Trong đó, 𝑋(𝑠) là mức độ hư hỏng tại thời điểm 𝑠, ∆𝑋(𝑡 − 𝑠) là mức 

độ hư hỏng tăng thêm trong khoảng thời gian 𝑡 − 𝑠. ∆𝑋(𝑡 − 𝑠) tuân theo 

kiểu phân bố gamma với tham số hình dạng 𝛼𝑋(𝑡 − 𝑠) và tham số tỉ lệ 𝛽𝑋, 

hàm mật độ xác xuất của nó như sau: 

𝑓𝛼𝑋(𝑡−𝑠),𝛽𝑋
(𝑥) =

1

Γ[𝛼𝑋(𝑡−𝑠)]
𝛽𝑋

𝛼𝑋(𝑡−𝑠)
𝑥𝛼𝑋(𝑡−𝑠)−1𝑒−𝛽𝑋𝑥             (A.2) 

Trong đó, Γ[𝑡] = ∫ 𝑢𝑡−1exp (−𝑢)𝑑𝑢
∞

0
 là hàm Euler gamma. 

Tương tự, quá trình hư hỏng của cảm biến được mô tả bởi: 

𝑆(𝑡) = 𝑆(𝑠) + ∆𝑆(𝑡 − 𝑠) + 𝛼. ∆𝑋(𝑡 − 𝑠)                          (A.3) 

Trong đó, ∆𝑆(𝑡 − 𝑠) là mức độ hư hỏng tăng thêm trong khoảng thời 

gian 𝑡 − 𝑠. ∆𝑆(𝑡 − 𝑠) tuân theo kiểu phân bố gamma với tham số hình 

dạng 𝛼𝑆(𝑡 − 𝑠) và tham số tỉ lệ 𝛽𝑆, hàm mật độ xác xuất của nó như sau: 

𝑓𝛼𝑆(𝑡−𝑠),𝛽𝑆
(𝑥) =

1

Γ[𝛼𝑆(𝑡−𝑠)]
𝛽𝑆

𝛼𝑆(𝑡−𝑠)
𝑥𝛼𝑆(𝑡−𝑠)−1𝑒−𝛽𝑆𝑥               (A.4) 

Khi đó, dữ liệu đo được bởi cảm biến sẽ là: 

𝑌(𝑡) = 𝑋(𝑡) + 𝑆(𝑡) + 𝜀(𝑡)           (A.5) 

Với 𝜀(𝑡) = 𝜀0~𝑁(0, 𝜐2). Giả sử các tham số của mô hình được cho 

như trong Bảng A.1. 

Bảng A.1. Tham số của mô hình 

𝛼𝑋 𝛽𝑋 𝛼𝑆 𝛽𝑆 𝜐 

1.0 1.2 0.5 0.6 2 

Hình A.1 biểu diễn ứng dụng Particle filter trong ước lượng mức độ 
hư hỏng của hệ thống khi quá trình hư hỏng của hệ thống và cảm biến 

tuân theo gamma process. Kết quả cho thấy, Particle filter hoạt động tốt 

trong trường hợp quá trình hư hỏng của hệ thống và cảm biến tuân theo 
gamma process. 

 

Hình A.1. Ứng dụng Particle filter để ước lượng trạng thái  

hệ thống với gamma process 

 


